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Resumen 

Dada la necesidad de buscar alternativas que permitan encontrar diversas soluciones al problema de planeación agregada de 

la producción (APP), en esta investigación se propone una solución por medio del algoritmo de búsqueda gravitacional (GSA). 

Se incluye el manejo de restricciones y, así mismo, se realiza una introducción a las funciones de desempeño a las que ha sido 

sujeto, que permiten mostrar que el algoritmo tiene capacidad de encontrar soluciones óptimas a problemas con alto grado de 

dificultad; finalmente se exponen los resultados de la propuesta demostrando que este algoritmo de búsqueda y optimización 

puede ser aplicado para solucionar este tipo de problemas donde se tiene una gran cantidad de variables y restricciones. 
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Abstract 

Given the need to find alternatives that allow finding various solutions to the problem of aggregate production planning (APP), 

this research proposes a solution through the gravitational search algorithm (GSA). Constraint management is included and, 

likewise, an introduction is made to the benchmark functions to which it has been subjected, which allow to show that the 

algorithm has the ability to find optimal solutions to problems with a high degree of difficulty; Finally, the results of the proposal 

are shown, demonstrating that this search and optimization algorithm can be applied to solve these types of problems where there 

are a large number of variables and constrictions. 
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1. Introducción 

La planeación de actividades en una compañía se puede 

clasificar en tres niveles jerárquicos que son: estratégico, 

táctico y operativo. Tales niveles se enfocan en largo, mediano 

y corto plazo, respectivamente. Los niveles táctico y operativo 

tienen como objetivo planear y programar el uso de los 

recursos, con lo que generan valor agregado a las actividades 

productivas de la organización. El horizonte típico de 

planeación se encuentra entre 3 y 15 meses, pero la mayoría de 

compañías establece el horizonte en 12 meses con el fin de 

desarrollar un programa anual de planeación agregada de la 

producción (APP) y así prever situaciones inesperadas. En 

otras palabras, el plan deberá ser usado para prevención de 

fluctuaciones en la demanda, las cuales están directamente 

relacionadas al exceso o falta de recursos disponibles en la 

organización. 

La APP permite conocer simultáneamente los niveles 

óptimos de producción, inventario y empleo en un horizonte 

de planificación finito dado para satisfacer la demanda total de 

productos que comparten los mismos recursos limitados 

(Buffa, 1972). Así mismo, brinda a la administración una idea 

sobre la cantidad de materiales y otros recursos que se deben 

adquirir y cuándo, de modo que el costo total de las 

operaciones se mantenga al mínimo durante ese periodo. Los 

costos típicos incluyen costos por trabajadores contratados y 
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despedidos, costos de producción, artículos subcontratados, 

horas extra e inventarios de cada periodo (Al, 2012), (Da Silva, 

2006). 

Las tendencias indicadas en el trabajo de (Cheraghalikhani, 

2019) brindan a esta investigación un amplio campo de 

relevancia debido a que la solución a este tipo de problemas 

aplicando metaheurísticas continúa siendo de gran relevancia. 

La presente investigación propone la solución de un problema 

planeación agregada de la producción por medio de un 

algoritmo de búsqueda gravitacional (GSA). Se exponen los 

resultados de la aplicación de esta técnica y son comparados 

con la solución encontrada por LINGO. 

1.1. Literatura sobre APP  

Se han introducido modelos de APP con diferentes grados 

de sofisticación desde la década de los 50's con los trabajos de 

(Holt, 1955), (Holt, 1956), donde destacan la importancia de 

este problema. Calcularon una solución óptima generalizada, 

basada en una técnica conocida como regla de decisión lineal 

(LDR). Su modelo fue aplicado en una fábrica de pintura para 

generar un plan de producción. En el trabajo de (Nam, 1992) 

se estudiaron los principales modelos y métodos conocidos en 

los años 80's y 90's, donde se encuentran técnicas basadas en 

métodos gráficos hasta las más sofisticadas búsquedas, en 

general clasifican las técnicas en dos grandes grupos: los que 

garantizan encontrar una solución óptima exacta y los que no 

lo hacen. 

En las últimas décadas, el problema de APP se ha vuelto 

bastante complejo y de gran escala. Existe una tendencia en la 

comunidad de investigación para resolver los grandes 

problemas complejos mediante el uso de modernas técnicas de 

optimización heurística. Esto se debe principalmente al tiempo 

de cómputo y la inadecuación de las técnicas clásicas en 

muchas circunstancias, como son, la gran cantidad de variables 

y restricciones. 

El estudio de (Paiva, 2009) propone un modelo de 

optimización para soportar las decisiones en un ingenio 

azucarero, con un modelo que resultó en 12,306 variables, 

donde 5,796 fueron binarias y 6902 restricciones. En el trabajo 

de (Zhang, 2012) se construyó un modelo de programación 

lineal de enteros mixtos que caracteriza un problema de APP 

con la expansión de capacidad en un sistema de fabricación 

que incluye múltiples centros de actividad. Utilizaron un 

método heurístico basado en el cambio de capacidad con 

relajación lineal para resolver el problema. (Ramezanian, 

2012) consideraron sistemas de múltiples periodos, múltiples 

productos y múltiples máquinas con decisiones de 

configuración, desarrollaron un modelo de programación 

lineal de enteros mixtos para sistemas APP de dos fases 

generales e implementaron un algoritmo genético y búsqueda 

tabú (TS) para resolver el modelo. En el trabajo de (Abu, 2016) 

se resuelve un problema de APP por medio de Recocido 

Simulado. En el trabajo de (Mehdizadeh, 2018) propone una 

solución a través de GA al problema de producción agregada. 

En el estudio de (Anand, 2017) se aplica Python en la solución 

de un problema de APP. En el trabajo de (Al-e, 2012) se  

 
Figura 1: Fuerza de gravitación entre varias partículas; La Fuerza1es la 

resultante sobre la Masa1. 

 

aplica un algoritmo genético para resolver un problema de 

planeación agregada multiobjetivo. 

1.2. Algoritmos metaheurísticos 

Los algoritmos metaheurísticos imitan los procesos físicos 

o biológicos que se encuentran en la naturaleza. Algunos de los 

algoritmos más famosos son los Algoritmos Généticos (GA), 

Optimización de Cúmulo de Partículas (PSO) (Eberhart, 

1995), Recocido Simulado (SA) (Kirkpatrick, 1983), Sistemas 

Inmunes Artificiales (AIS) (Farmer, 1986). 

Los GA están inspirados en la teoría de la evolución de 

Darwin, el algoritmo SA se basa en los efectos 

termodinámicos, los AIS simulan un sistema inmunológico 

artificial y el PSO simula el comportamiento social y cognitivo 

de las parvadas de aves o bancos de peces.  

 

2. Algoritmo de Búsqueda Gravitacional 

El algoritmo de búsqueda gravitacional fue publicado en el 

trabajo de (Rashedi, 2009), donde los investigadores dieron a 

conocer la potencialidad y eficacia de esta técnica. Esto se 

puede ver en el surgimiento de implementaciones utilizando el 

GSA. Se ha aplicado y mejorado para diferentes estudios. 

Entre los trabajos destacados en GSA se encuentra en la última 

revisión de la literatura que el GSA ha sido ampliamente usado 

para resolver problemas relacionados con el costo de 

producción y consumo energético (Ibrahim, 2018), (Narimani, 

2014), en trabajos de investigación que involucran la solución 

de problemas relacionados al tiempo de producción y 

emisiones (Chaturvedi, 2015). 

Uno de estos algoritmos inspirado por las leyes físicas es el 

Algoritmo de Búsqueda Gravitacional, tomando como 

principio que cada partícula en el universo atrae a cada una de 

las otras a causa de la gravedad. La Gravitación es la tendencia 

de las masas a acelerarse hacia las otras. La ley de la 

gravitación universal de Newton establece que cada partícula 

atrae a otra con una fuerza que es directamente proporcional a 

sus masas e inversamente proporcional al cuadrado de la 

distancia entre ellas. 

Para describir el GSA considere un sistema con s masas 

como el de la figura 1 en el cual la posición de la i-ésima masa 

está definida como sigue: 

 

𝑋𝑖 = (𝑥𝑖
1, … , 𝑥𝑖

𝑑 , … , 𝑥𝑖
𝑛),     𝑖 = 1,2, … , 𝑠               (1) 
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donde 𝑥𝑖
𝑑 es la posición de la i-ésima masa en la d-ésima 

dimensión y n es la dimensión del espacio de búsqueda. La 

masa de cada agente se calcula después de conocer el valor de 

la función costo (fitness) con las ecuaciones 2 y 3. 

 

𝑞𝑖(𝑡) =
𝑓𝑖𝑡𝑖(𝑡)−𝑤𝑜𝑟𝑠𝑡(𝑡)

𝑏𝑒𝑠𝑡(𝑡)−𝑤𝑜𝑟𝑠𝑡(𝑡)
   (2) 

 

𝑀𝑖(𝑡) =
𝑞𝑖(𝑡)

∑ 𝑞𝑗(𝑡)𝑠
𝑗=1

   (3) 

 

donde 𝑀𝑖(𝑡) y 𝑓𝑖𝑡𝑖(𝑡) representan la masa y el valor fitness 

del agente i en t, respectivamente. Para un problema de 

minimización, worst(t) y best(t) se definen como se indica en 

las ecuaciones 4 y 5, 

 

𝑏𝑒𝑠𝑡(𝑡) = min(𝑗=1…𝑠)𝑓𝑖𝑡𝑗(𝑡)  (4) 

 

𝑤𝑜𝑟𝑠𝑡(𝑡) = 𝑚𝑎𝑥(𝑗=1…𝑠)𝑓𝑖𝑡𝑗(𝑡)  (5) 

 

Para calcular la aceleración de un agente, deben de 

considerarse el total de fuerzas de un conjunto de masas más 

pesadas aplicadas sobre el agente basadas en la ley de la 

gravitación (ec. 6), la cual es seguida del cálculo de la 

aceleración del agente usando la ley de movimiento (ec. 7). 

Posteriormente, se actualiza la posición y velocidad del agente 

de acuerdo a las ecuaciones 8 y 9, 

𝐹𝑖
𝑑(𝑡) = ∑ 𝑟𝑎𝑛𝑑𝑗 ∗ 𝐺(𝑡)

𝑀𝑗(𝑡)𝑀𝑖(𝑡)

𝑅𝑖𝑗(𝑡)+𝜀
(𝑥𝑗

𝑑(𝑡) −𝑗∈𝑘𝑏𝑒𝑠𝑡𝑗≠𝑖

𝑥𝑖
𝑑(𝑡))      (6) 

 

𝑎𝑖
𝑑(𝑡) =

𝐹𝑖
𝑑(𝑡)

𝑀𝑖(𝑡)
= ∑ 𝑟𝑎𝑛𝑑𝑗 ∗ 𝐺(𝑡)

𝑀𝑗(𝑡)

𝑅𝑖𝑗(𝑡)+𝜀
(𝑥𝑗

𝑑(𝑡) −𝑗∈𝑘𝑏𝑒𝑠𝑡𝑗≠𝑖

𝑥𝑖
𝑑(𝑡))      (7) 

 

𝑣𝑖
𝑑(𝑡 + 1) = 𝑟𝑎𝑛𝑑𝑖  ∗  𝑣𝑖

𝑑(𝑡) + 𝑎𝑖
𝑑(𝑡)  (8) 

 

𝑥𝑖
𝑑(𝑡 + 1) = 𝑥𝑖

𝑑(𝑡) + 𝑣𝑖
𝑑(𝑡 + 1)   (9) 

 

donde 𝑟𝑎𝑛𝑑𝑖 y 𝑟𝑎𝑛𝑑𝑗  son dos números aleatorios 

uniformemente distribuidos en el intervalo de [0,1], 𝜀 es un 

valor muy pequeño que evita que la ecuación se indetermine 

cuando las partículas están en la misma posición, 𝑅𝑖𝑗(𝑡) es la 

distancia Euclidiana entre dos agentes i y j, que se define como 

‖𝑥𝑖(𝑡), 𝑥𝑔(𝑡)‖,  𝑘𝑏𝑒𝑠𝑡  es el conjunto de los primeros k agentes 

con el mejor valor fitness y la mayor masa, la cual está en 

función del tiempo, inicializada a 𝑘0 al inicio y decreciendo 

con el tiempo. Aquí 𝑘0 se aplica a s (número total de agentes) 

y decrece linealmente a 1. En el GSA, la constante 

gravitacional, G, tomará un valor inicial 𝐺0, y se reducirá con 

el tiempo como se indica en (Rashedi, 2009): 

𝐺(𝑡) = 𝐺0 ∗ 𝑒−
𝐶𝑡

𝑇 , 𝑡 = 1,2, … , 𝑇  (10) 

donde 𝐺(𝑡) es la constante de gravitación en la iteración t, 

𝐺0 y C son coeficientes de control del GSA, t es el número de 

iteración y T es el número total de iteraciones (también 

conocida como tiempo de vida del sistema). 

 

El algoritmo GSA se compone de los siguientes pasos: 

1. Identificación del espacio de búsqueda, 

2. Inicialización aleatoria, 

3. Evaluar fitness de los agentes, 

4. Actualizar 𝐺(𝑡), 𝑏𝑒𝑠𝑡(𝑡), 𝑤𝑜𝑟𝑠𝑡(𝑡) y 𝑀𝑖(𝑡) para 

i=1,2,...,N. 

5. Calcular el total de fuerzas en todas las direcciones 

diferentes. 

6. Calcular aceleración y velocidad. 

7. Actualizar la posición de los agentes. 

8. Repetir los pasos 3 al 7 hasta que el criterio de parada 

se alcance. 

9. Fin. 

 

2.1. Desempeño del GSA 

El desempeño del algoritmo GSA ha sido estudiado en 

(Rashedi, 2009) con las funciones benchmark del trabajo de 

(Liang, 2006) que permiten realizar un comparativo en base a 

los resultados alcanzados. Las funciones benchmark producen 

una superficie de respuesta de la cual el algoritmo debe 

encontrar el mínimo. Algunas de las funciones donde se ha 

encontrado un eficiente desempeño del GSA se muestran en la 

figura 2. 

Estas funciones han sido implementadas en el trabajo de 

Rashedi para conocer el desempeño de este algoritmo sobre 

problemas de alto grado de complejidad en cuanto al número 

de variables y, dado que son funciones matemáticas cuyo valor 

máximo o mínimo es conocido, es posible saber cuál es la 

desviación entre el valor alcanzado por el algoritmo y el valor 

real. Como se puede ver en su trabajo, Rashedi demuestra el 

gran desempeño para encontrar el mínimo de funciones 

complejas. 
 

3. Planteamiento del problema de APP 

El estudio consiste en satisfacer la demanda para 12 meses 

indicada en la tabla 1. La compañía tiene 20 trabajadores y 

1000 unidades fabricadas. Cada trabajador puede producir 

1500 unidades por mes. La compañía puede reclutar del 

mercado laboral local, pero los reclutas deben ser entrenados 

por un mes por un trabajador antes de que puedan ser 

empleados para producción. Cada trabajador puede entrenar 

como máximo a 5 reclutas durante un mes. El pago mensual de 

un trabajador es $15,000 por mes cuando es empleado en 

producción o para entrenamiento. Un trabajador puede ser 

descansado a un costo de $5000 mensuales. Despedir un 

trabajador cuesta $15000. Cada recluta cobra $5000 durante su 

entrenamiento. 

El costo por almacenaje de inventario es $10 por unidad por 

mes. Cada unidad no entregada a tiempo incurre en una 

penalización de $10 por mes hasta que se completa la entrega. 

Todas las entregas se deben completar en 12 meses. La 

compañía requiere al final una fuerza de trabajo de 20 

trabajadores y 1000 unidades al final del mes 12. El problema 

de planeación agregada consiste en decidir cuantos despidos, 

contrataciones, producción, almacenamiento y retrasos deberá 

realizar la empresa durante el periodo del contrato (Anand, 

2017). 
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Figura 2: Algunas funciones de prueba utilizadas para realizar la 

prueba de desempeño de algoritmos de optimización a) Ackley, b) 

Bukin, c) Levy, d) Crossit. 

 

3.1. Modelo matemático 

Se consideran las siguientes variables de decisión: 

 

 𝑊𝑡 = Total de trabajadores al inicio del mes t, antes 

de despidos.  

 𝑃𝑡 = Trabajadores asignados a la producción en el mes 

t, 

 𝑇𝑡 = Trabajadores asignados a training en el mes t, 

 𝐿𝑡 = Trabajadores descansados en el mes t, 

 𝐹𝑡 = Trabajadores despedidos al inicio del mes t, 

 𝑅𝑡 = Trabajadores reclutados al inicio del mes t, 

 𝐼𝑡 = Inventario acumulado al final del mes t, 

 𝑆𝑡 = Retrasos acumulados al final del mes t y, 

 𝑋𝑡 = Número de unidades producidas durante el mes 

t. 

Tabla 1: Pronósticos de demanda 

Mes (t) Demanda Mes (t) Demanda 

1 21306 7 9828 

2 20477 8 10273 

3 18203 9 14217 

4 11106 10 9520 

5 5692 11 18007 

6 8616 12 21662 

 

La función objetivo representa la suma de los siguientes 

costos: 

 Costo de los trabajadores en producción. 

 Costo de los trabajadores en descanso. 

 Costo de los trabajadores despedidos 

 Costo de los reclutas contratados 

 Costo de los trabajadores asignados a training 

 Costo por almacenaje de inventario 

 Costo por unidades retrasadas 

 

Minimizar: 

 

𝑍 = 15000 ∑ 𝑃𝑡

12

𝑡=1

+ 5000 ∑ 𝐿𝑡

12

𝑡=1

+ 15000 ∑ 𝐹𝑡

12

𝑡=1

+ 5000 ∑ 𝑅𝑡

12

𝑡=1

+ 15000 ∑ 𝑇𝑡 + 10 ∑ 𝐼𝑡

12

𝑡=1

12

𝑡=1

+ 10 ∑ 𝑆𝑡

12

𝑡=1

 

(11) 

Bajo las siguientes restricciones: 

 

 Tamaño de la fuerza de trabajo 

𝑊𝑡 = 𝑊𝑡−1 + 𝑅𝑡−1 − 𝐹𝑡−1,    𝑡 = 2,3, … ,12 (12) 

La ecuación 12 garantiza que el número total de 

trabajadores al inicio del mes t será igual al número al inicio 

del mes 𝑡 − 1 mas el número de reclutas en el mes 𝑡 − 1, 

menos el número de despedidos al inicio del mes 𝑡 − 1. 

 

 Asignación de la fuerza de trabajo 

𝑊𝑡 = 𝑃𝑡 + 𝑇𝑡 + 𝐿𝑡 + 𝐹𝑡 ,    𝑡 = 2,3, … ,12  (13) 

 

La ecuación 13 garantiza que el número total de 

trabajadores al inicio del mes estarán asignados a una de las 

siguientes actividades: Producción, Entrenamiento de 

trabajadores reclutados, Descanso, Despedido 

 
 Entrenamiento de trabajadores reclutados 

𝑅𝑡 ≤ 5 ∗ 𝑇𝑡 ,      𝑡 = 1,2, … ,12   (14) 

 

La ecuación 14 garantiza que un trabajador puede entrenar 

a máximo cinco reclutas. 

 Balance entre demanda 𝐷𝑡  e inventario 

𝑋𝑡 + 𝐼𝑡−1 = 𝐷𝑡 + 𝑆𝑡−1 + 𝐼𝑡 − 𝑆𝑡 ,    𝑡 = 1,2, … ,12 (15) 

 

El lado izquierdo de la ecuación 15 es la suma de la 

producción actual y el inventario del periodo 𝐼𝑡−1. Por lo que 

el total debe satisfacer la demanda del mes t. 
 

 Capacidad de producción 

𝑋𝑡 ≤ 1500 ∗  𝑃𝑡   ,   𝑡 = 1,2, … ,12  (16) 

La ecuación 16 garantiza que cada trabajador puede 

producir máximo 1500 unidades al mes. 

 

 Restricción de valores positivos 

𝑃𝑡 , 𝑇𝑡 , 𝐹𝑡 , 𝑅𝑡 , 𝐼𝑡 , 𝑆𝑡 , 𝑋𝑡 ≥ 0,   𝑡 = 1,2, … ,12  (17) 
 

 

Tabla 2: Intervalos de búsqueda 

Variable Mínimo Máximo 

𝑊𝑡 0 20 

𝑃𝑡 0 20 

𝐿𝑡 0 10 

𝐹𝑡 0 10 

𝑅𝑡 0 10 

𝑇𝑡 0 10 

𝑋𝑡 6000 25000 

𝐼𝑡 0 10 

𝑆𝑡 0 10 

 

 

 
4. Resultados 

Se desarrolló una rutina en Matlab tomando como base el 

algoritmo GSA publicado por Rashedi en el sitio Web de 

Matlab (Rashedi, 2011). Se adaptó la función objetivo al 

problema presentado en este trabajo y se ejecutó la rutina 

empleando los intervalos de búsqueda de la tabla 2, obteniendo 

los resultados mostrados en las tablas 3 y 4. 
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El problema fue solucionado de igual forma aplicando el 

software LINGO con el fin de comparar ambas técnicas, los 

resultados obtenidos en LINGO se muestran en las tablas 5 y 

6. Con estos resultados la función objetivo de la ecuación 11 

encontrada por el algoritmo GSA fue de 717,713 mientras que 

la encontrada por LINGO mediante el método Branch and 

Bound fue de 719,905.  

 

El manejo de restricciones en el GSA se realizó utilizando 

la técnica de (Yadav, 2013) y (Chehouri, 2016), donde se 

realiza un recuento de las restricciones no cumplidas y se 

asigna un factor de peso a éstas. Este término es agregado a la 

función objetivo y se corre el algoritmo considerando estos 

términos adicionales. Debido a esto es posible que el GSA 

pueda encontrar una solución no óptima si no se asignan los 

pesos adecuados a cada una de las restricciones. 

 

Tabla 3: Solución trabajadores algoritmo GSA 

Mes (t) 𝑊𝑡 𝑃𝑡 𝑇𝑡 𝐿𝑡 𝐹𝑡 𝑅𝑡 

0 20 0 0 0 0 0 

1 20 7 8 8 9 7 

2 4 0 7 5 1 1 

3 9 6 8 1 3 8 

4 11 7 5 4 10 9 

5 2 2 7 7 2 6 

6 6 1 8 1 2 9 

7 15 3 4 10 6 6 

8 13 4 4 8 8 5 

9 13 11 7 6 6 6 

10 14 4 2 5 2 5 

11 10 15 10 8 3 1 

12 20 0 2 7 2 0 

 

Tabla 4: Solución producción algoritmo GSA 

Mes (t) 𝐼𝑡  𝑆𝑡  𝑋𝑡 𝐷𝑡  

0 1000 0 0 0 

1 7 10 18133 21306 

2 1 8 23331 20477 

3 8 9 12189 18203 

4 9 10 10035 11106 

5 6 0 6522 5692 

6 9 5 13283 8616 

7 6 9 12875 9828 

8 5 5 6924 10273 

9 6 5 9969 14217 

10 5 9 19747 9520 

11 1 1 17575 18007 

12 1000 0 8705 21662 

 

Tabla 5: Solución trabajadores LINGO® 

Mes (t) 𝑊𝑡 𝑃𝑡 𝑇𝑡 𝐿𝑡 𝐹𝑡 𝑅𝑡 

0 20 0 0 0 0 0 

1 20 14 0 0 6 0 

2 14 13 0 0 1 0 

3 13 12 0 0 1 0 

4 12 8 0 1 3 0 

5 9 4 0 5 0 0 

6 9 6 0 3 0 0 

7 9 7 0 2 0 0 

8 9 7 1 0 0 2 

9 11 10 0 1 0 0 

10 11 6 1 0 0 5 

11 16 12 1 0 0 4 

12 20 15 0 5 0 0 

 

Tabla 6: Solución producción LINGO® 

Mes (t) 𝐼𝑡  𝑆𝑡  𝑋𝑡 𝐷𝑡  

0 1000 0 0 0 

1 694 0 21000 21306 

2 0 283 19500 20477 

3 0 486 18000 18203 

4 0 0 11592 11106 

5 0 0 5692 5692 

6 0 0 8616 8616 

7 0 0 9828 9828 

8 0 0 10273 10273 

9 689 0 14906 14217 

10 169 0 9000 9520 

11 162 0 18000 18007 

12 1000 0 22500 21662 

 

 

5. Conclusiones 

     En la presente investigación se realizó la aplicación del 

algoritmo de búsqueda y optimización GSA en la solución de 

un problema de APP, el cual permite encontrar el mínimo de 

la función objetivo sujeto a las restricciones impuestas. Este 

estudio no se había realizado antes con esta técnica. 

    Se debe prestar especial atención al manejo de restricciones 

ya que se deben asignar pesos adecuados a cada término 

adicional a considerar como restricción. 

   Como trabajo futuro se propone realizar el análisis de 

varianza o el diseño de un experimento factorial que ayude a 

encontrar los parámetros de desempeño del GSA en este tipo 

de problemas, así como la aplicación del algoritmo GSA 

multiobjetivo y de otros para la solución de problemas con 

múltiples líneas de producto y varias instalaciones que 

comparten recursos. 
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