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Resumen

Las noticias falsas se crean con el objetivo de manipular, dañar o desinformar. En los últimos años, este tipo de noticias ha
impactado negativamente en diferentes sectores de la sociedad, como son: polı́tica, salud y movimientos sociales. El problema
aumenta debido a su amplia y veloz propagación, que supera con creces la rapidez en la que un humano puede controlar o contener
este fenómeno. La búsqueda de soluciones para detener la difusión de información falsa ha motivado el desarrollo de métodos
computacionales para su detección automática. Comúnmente, tales enfoques son diseñados desde una perspectiva del procesamiento
de lenguaje natural. Particularmente, en este trabajo se estudia el impacto del uso de diversas representaciones de caracterı́sticas
del contenido de la noticia para la detección de noticias falsas en Español con técnicas de aprendizaje automático, incluyendo
arquitecturas profundas.

Palabras Clave: Noticias falsas, clasificación de textos, aprendizaje automático, procesamiento de lenguaje natural, aprendizaje
profundo.

Abstract

Fake news is created with the aim of manipulating, harming or misinforming. In recent years, this type of news has impacted
negatively on different sectors of society, such as politics, health, and social movements. Its severity increases due to its wide and
fast propagation, which far exceeds the speed at which a human can control or contain this phenomenon. The search for solutions
to combat the spread of false information has motivated the development of computational methods for automatic detection. Com-
monly, such approaches are designed from a natural language processing perspective. In particular, this paper studies the impact of
using various representations of news content features to detect fake news in Spanish with machine learning techniques, including
deep architectures.

Keywords: Fake news, text classification, machine learning, natural language processing, deep learning.

1. Introducción

Si bien, el término noticias falsas (del inglés, fake news) se
refiere a la divulgación de información no verı́dica, es difı́cil
acotarlo a una sola definición debido a sus diferentes carac-
terı́sticas (e.g., intención, estilo de escritura o perfil del au-
tor) (Santiago et al., 2019). En este contexto, Ireton and Posetti
(2018) establecen tres expresiones relacionadas con estas pro-
piedades: información errónea, que es incorrecta o engañosa,

pero quien la difunde cree que es verdad; la desinformación,
que se refiere a contenido falso y su difusión es de manera de-
liberada, y la mala-información, la cual se basa en la realidad
para infligir daño a una persona, organización o paı́s.

Las noticias falsas también han sido incluidas como una ca-
tegorı́a en la clasificación de publicaciones con contenido frau-
dulento: rumores, teorı́as de conspiración, sátira, desinforma-
ción, propaganda, entre otras (Meel and Vishwakarma, 2020).
De manera general, se ha considerado que las fake news son
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noticias no verı́dicas que tienen la intención de engañar (Zhou
and Zafarani, 2020).

La gravedad de las noticias falsas se debe al incremento de
su propagación en los últimos años, tanto en redes sociales co-
mo fuera de lı́nea. Por ejemplo, durante el año 2020, en Twitter
la información falsa o engañosa se tuiteó 47 millones de ve-
ces, mientras que en Facebook se crearon 1,200 millones de
interacciones en sitios que difunden fake news (Kemp, 2021).
También en ese mismo año, se observó que el nivel de partici-
pación con contenido engañoso relacionado con temas polı́ticos
y del COVID-19 alcanzó niveles récord (Goldstein, 2021). Esta
situación ha motivado el estudio del fenómeno de la desinfor-
mación desde diversos ámbitos (e.g., Estado, periodı́stico, de-
rechos humanos, académico y de investigación) para establecer
estrategias que garanticen el derecho a la libertad de expresión,
ası́ como a la información veraz y oportuna (Mottola, 2020;
Santiago et al., 2019).

Desde el campo de la investigación, el estudio sobre las no-
ticias falsas se ha realizado desde diferentes enfoques: (i) quién
las crea, (ii) cómo y por qué se generan, (iii) cómo se propa-
gan y (iv) cómo pueden ser detectadas (Zhou and Zafarani,
2020). Desde la perspectiva computacional, ha surgido el in-
terés de crear métodos automáticos que permitan su detección
para coadyuvar ası́ a contener su propagación. Inicialmente, se
desarrollaron modelos basados en el estilo de la escritura de la
noticia (Pérez et al., 2017; Zhou et al., 2020). Posteriormente,
se realizaron estudios que incluyen el análisis del tı́tulo de la
noticia, la estrategia de publicación y la fiabilidad de la fuente
(Nordberg et al., 2020). Recientemente, los algoritmos propues-
tos combinan técnicas de aprendizaje profundo para aprender
representaciones que logren la detección de este tipo de noti-
cias (P et al., 2021). Sin embargo, aún existen retos por resolver
debido a su complejidad, diversidad, velocidad de propagación,
diferentes modalidades de información (e.g., texto e imágenes)
y los costos de la verificación de hechos (Shu et al., 2020).

La mayorı́a de las investigaciones han utilizado coleccio-
nes de noticias escritas en inglés, lo que representa una limita-
da usabilidad en otros idiomas. Particularmente, en este trabajo
se aborda la detección automática de noticias falsas en español
con modelos basados en el contenido de la noticia utilizando
diferentes representaciones del texto. La metodologı́a combina
técnicas de aprendizaje automático y Procesamiento de Len-
guaje Natural (PLN).

2. Trabajos relacionados

La principal dificultad en la detección de noticias falsas con-
siste en encontrar las caracterı́sticas que las hacen diferentes de
las verdaderas (Xue et al., 2021). En la búsqueda de estos atri-
butos, Horne and Adali (2017) encontraron diferencias signi-
ficativas, entre ambos tipos de publicaciones, en el tı́tulo y en
el vocabulario que se utiliza para su redacción. Mientras que
Mottola (2020) estudió la asociación de los textos fraudulentos
con estructuras fijas de expresión y estilo en la escritura (e.g.
tı́tulo escrito en mayúsculas, signos de puntuación exclamati-
vos o puntos suspensivos), ası́ como la presencia de imágenes
llamativas, ver Tabla 1.

Tabla 1: Caracterı́sticas de las noticias falsas (Mottola, 2020).
Estructurales

Tı́tulo impactante, llamativo
Uso de mayúsculas

Signos de puntuación (exclamativos, puntos suspensivos)
Incluyen imágenes llamativas

Léxicas
Uso de palabras comunes

Léxico sectorial en noticias relacionadas
con conocimientos especı́ficos

Otras
Falta de metadatos y fuentes para verificar

En el caso de noticias falsas en Español, Sued and
Rodrı́guez (2020) analizaron la estructura de un conjunto de no-
ticias fraudulentas que se producen y circulan en Facebook pro-
venientes de Argentina y México. En sus resultados reportaron
diferentes estructuras estilı́sticas: (i) retórica de la hipérbole,
que son expresiones enunciativas que exageran un elemento de
la realidad para dar mayor fuerza expresiva al mensaje, (ii) sáti-
ra, su intención en la fabricación es explı́cita, (iii) parcialmente
fabricadas, donde uno de los elementos puede no ser verifica-
do, (iv) noticias pasadas recontextualizadas, (v) contradicción
entre el tı́tulo y el cuerpo, (vi) imprecisión sobre el contexto es-
pacio temporal, (vii) ausencia de reacciones verbales de actores
relevantes y (viii) uso del condicional para referirse al aconte-
cimiento principal. Lo anterior sugiere que la detección de fake
news requiere de un análisis en diferentes niveles que considere
el tı́tulo, el cuerpo de la noticia y metadatos.

Debido a la complejidad de esta tarea, Zhou and Zafarani
(2020) establecieron cuatro perspectivas para su estudio: cono-
cimiento, estilo, propagación y credibilidad de la noticia. Los
métodos basados en el conocimiento evalúan la autenticidad del
contenido de la noticia, mientras que en el estilo analizan cómo
están escritas. Por otro lado, en el modelo de propagación se
utiliza la información relacionada con la difusión y el usuario.
Por último, el análisis de la credibilidad centra su atención en
el perfil de quién crea y quién difunden estas publicaciones. Por
su parte, Saquete et al. (2020) propusieron dividir esta tarea en
subtareas: i) detección de engaño, postura, controversia o po-
larización; ii) verificación de hechos; iii) ciberanzuelos y iv) el
nivel de credibilidad.

Respecto a los modelos basados en el contenido, Choudhary
and Arora (2021) analizaron las caracterı́sticas de las fake news
en diferentes niveles lingüı́sticos: léxico, sintáctico, semántico
o de discurso. Se ha experimentado con diferentes represen-
taciones para estos atributos. Las más comunes se basan en:
bolsa de palabras (BoW), n-gramas, TF-IDF (Term Frecuency-
Inverse Document Frequency), etiquetado POS (Part of Speech
Tagging), incrustaciones de palabras (embeddings) y el uso de
diccionarios lingüı́sticos (Sitaula et al., 2020).

Entre los algoritmos de aprendizaje automático más utiliza-
dos se encuentran: Árboles de Decisión (DT), Bosques Aleato-
rios (RF), Naı̈ve Bayes (NB) y Máquinas de Vectores de Sopor-
te (SVM) (Álvarez et al., 2021; Nordberg et al., 2020; Zhou and
Zafarani, 2020). En este contexto, Patwa et al. (2021) usaron
una colección de 10,700 publicaciones y artı́culos de noticias en
inglés sobre la COVID-19 para realizar la clasificación de noti-
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cias a través de los siguientes algoritmos: Regresión Logı́stica
(LR), SVM, DT y K-Vecinos Cercanos (KNN). El clasificador
SVM obtuvo el mejor desempeño con un valor F1 de 93.2 %.

2.1. Métodos basados en texto con técnicas de aprendizaje
profundo

Las técnicas de aprendizaje profundo también han sido uti-
lizadas para detectar automáticamente noticias falsas (Maslej
et al., 2019), desde arquitecturas simples hasta las complejas
que fusionan diferentes modelos. Entre las más usuales se en-
cuentran las Redes Neuronales Convolucionales (CNN) y Re-
currentes (RNN). También ha sobresalido el uso de redes re-
currentes especiales, como son GRU (Gated Recurrent Unit) y
LSTM (Long Short-Term Memory). Recientemente, el uso de
BERT (Bidirectional Encoder Representations from Transfor-
mers) ha sido frecuentemente probado en este dominio.

Un estudio comparativo de varias arquitecturas profundas
fue realizado por Álvarez et al. (2021). En la Tabla 2 se presen-
tan los mejores resultados reportados por los autores en colec-
ciones de noticias escritas en inglés. En el primer trabajo pre-
sentado en la tabla, se utiliza un conjunto de datos disponible
en el repositorio Kaggle1, mientras que en los restantes crearon
colecciones de noticias a partir de contenido web y blogs infor-
mativos. Los resultados fueron estimados a partir de la exactitud
(ACC, del inglés Accuracy). De forma general, se observa que
el desempeño reportado es similar en las diferentes colecciones.
Lo anterior muestra la usabilidad de arquitecturas profundas pa-
ra detectar noticias falsas en el idioma inglés.

Tabla 2: Resultados obtenidos por modelos de aprendizaje profundo descritos
en el trabajo de Álvarez et al. (2021).

Autor Colección Modelo ACC
Amine et al. (2019) Kagle CNN 0.96

Ahn and Jeong (2019) creada BERT 0.96
Liu (2019) creada LSTM 0.95

Verma et al. (2019) creada GRU 0.91

2.2. Detección de noticias falsas en español
En el año 2020, por primera vez, se llevó a cabo el evento

MEX-A3T: Fake News and Aggressiveness Analysis case study
in Mexican Spanish2 en colaboración con la iniciativa MexLef
como parte del Foro IberLef 20203. El enfoque del foro fue
dirigido a resolver tareas en español de México, entre ellas la
detección de noticias falsas. De manera general, en las dos edi-
ciones, 2020 y 2021, se han presentado diversas metodologı́as
basadas en transformers, redes profundas, ası́ como represen-
taciones tradicionales como BoW, n-gramas y embeddings. Sin
duda, las colecciones de datos etiquetados del foro se han con-
solidado como conjuntos de referencia para evaluar diferentes
enfoques. En este contexto, FNDeepML es otro conjunto de da-
tos etiquetado con noticias en español. Bonet et al. (2021) expe-
rimentaron con tales datos para evaluar un modelo que determi-
na la veracidad del contenido y de los elementos esenciales de

la estructura periodı́stica: tı́tulo, subtı́tulo, introducción, cuerpo
y conclusión.

Hoy en dı́a, ante la falta de colecciones de noticias escri-
tas en español, se han propuesto nuevos enfoques que aprove-
chan datos etiquetados en otros idiomas. Por ejemplo, Martı́nez
et al. (2021) propusieron cuatro esquemas experimentales ba-
sados en una red neuronal recurrente con una unidad LSTM
(LSTM-RNN). Uno de sus experimentos consistió en entrenar
a la red con instancias en inglés para evaluar su desempeño en
la predicción de instancias en español que fueron traducidas al
inglés. Por otro lado, en la investigación realizada por De et al.
(2021), se presentó un modelo multilingüe basado en un auto-
encoder para clasificar instancias en idiomas no considerados
en el entrenamiento.

En este trabajo de investigación, se estudia el impacto del
uso de diversas representaciones creadas para detectar noticias
falsas en colecciones de datos en español. Las representacio-
nes corresponden al uso de diferentes caracterı́sticas extraı́das
del contenido de la noticia, ası́ como algunas provenientes del
entrenamiento de arquitecturas neuronales.

3. Colecciones de datos

En esta sección se describen los datos usados para entre-
nar y evaluar los modelos estudiados. También, se presenta un
análisis de su contenido para conocer el tipo y cantidad de in-
formación presente.

3.1. Estadı́sticas generales
Para realizar los experimentos, se utilizaron dos colecciones

de noticias en español cuyas estadı́sticas se muestran en la Ta-
bla 3. Los metadatos de ambas colecciones comprenden: clase
o categorı́a (con las etiquetas falsa o verdadera), tópico, enca-
bezado (tı́tulo), texto, fuente y URL de la publicación (Posadas
et al., 2019).

Tabla 3: Descripción de las colecciones de datos.
Colección Verdadera Falsa Total

2020 Entrenamiento 338 338 676 971Prueba 153 142 295

2021 Entrenamiento 491 480 971 1543Prueba 286 286 572

La primera colección de noticias se presentó en la compe-
tencia FakeDeS 20204. Este conjunto de datos se compone de
publicaciones realizadas en México en varios sitios web: noti-
ciarios, compañı́as de medios y foros especializados. La reco-
lección se realizó durante el perı́odo enero-julio del año 2018.
De acuerdo con los autores, se integra de 971 instancias, de las
cuales 676 (70 %) son usadas como particiones de entrenamien-
to y 295 (30 %) y prueba, respectivamente.

Por otro lado, la segunda colección se utilizó en el evento
FakeDeS 20215. Una caracterı́stica distintiva de esta colección

1https://www.kaggle.com/competitions/fake-news/data
2https://sites.google.com/view/mex-a3t/home
3https://sites.google.com/view/iberlef2020/home
4https://sites.google.com/view/mex-a3t/data-and-evaluation
5https://sites.google.com/view/fakedes/task-data
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es que su conjunto de prueba presenta variaciones en la temática
y lingüı́stica, con respecto al de entrenamiento, según se obser-
va en la Tabla 4 (Gómez et al., 2021).

Tabla 4: Variación temática en la colección 2021.
Tópicos Lugar de publicación

Entrena-
miento

ciencia, deporte, eco-
nomı́a, educación,
entretenimiento,
polı́tica, salud,
seguridad, sociedad

México

Prueba medio ambiente,
ciencia, COVID-19,
deporte, interna-
cional, polı́tica,
sociedad

México, Argentina, Bo-
livia, Chile, Colombia,
Costa Rica, Ecuador, Es-
paña, Estados Unidos,
Francia, Perú, Uruguay,
Inglaterra y Venezuela

3.2. Análisis del contenido de las colecciones de datos

El objetivo de esta sección es estudiar diversas caracterı́sti-
cas de cada colección de datos etiquetados para entender el tipo
de información que almacenan. Como preprocesamiento, para
todos los casos, se realizó conversión a minúsculas y se elimi-
naron signos de puntuación.

Primero, se exploró la longitud del contenido de la noti-
cia, es decir, el número de tokens, en este caso, la cantidad de
palabras. Para este análisis, se mantuvieron las palabras vacı́as
(e.g., preposiciones y artı́culos). Las estadı́sticas se muestran en
la Figura 1. Como se observa, ambas colecciones tienen noti-
cias de longitud variable cuyas distribuciones son similares. La
mayorı́a de los documentos tienen una longitud menor a 1000
palabras. De forma general, el análisis por clase sugiere que las
noticias falsas tienden a ser más cortas que las verdaderas.

Segundo, se realizó un análisis de la cantidad de palabras
vacı́as en las colecciones. Como se ha mencionado en la lite-
ratura, las palabras vacı́as no proporcionan un valor semánti-
co, sin embargo, ellas son indispensables en la comunicación
natural entre humanos; por lo tanto, su eliminación no es con-
veniente en todas las tareas de PLN. De ahı́ que es importante
estudiar su aportación en cada tarea. En este contexto, en la Fi-
gura 2 se presenta el porcentaje de estos elementos respecto a
la longitud el texto para ambas clases. Las distribuciones mues-
tran que son términos altamente frecuentes en el contenido de
la noticia, aunque su uso es similar tanto en la clase falsa como
en la verdadera.

Tercero, se analizaron diferencias temáticas entre las dos
clases de noticias. Especı́ficamente, se realizó una observación
de las frecuencias de los términos diferentes a las palabras
vacı́as.

(a) Colección 2020.

(b) Colección 2021.

Figura 1: Estadı́sticas de la longitud del texto de la noticia.

(a) Colección 2020.

(b) Colección 2021.

Figura 2: Porcentaje de palabras vacı́as respecto a la longitud del texto de la
noticia.

En las Figuras 3 y 4 se presentan los 40 términos más fre-
cuentes en cada colección de datos. Es posible notar poca di-
ferencia en el uso de términos entre clases de noticias. Más
especı́ficamente, aproximadamente el 30 % y 32 % de las pala-
bras son comunes en las dos categorı́as en las colecciones 2020
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y 2021, respectivamente. Estos datos remarcan el desafı́o de la
tarea para discriminar entre los dos tipos de clases de noticias.

(a) Verdaderas. (b) Falsas.

Figura 3: Términos más frecuentes, colección 2020. La frecuencia de las pala-
bras está relacionada con el tamaño de la fuente.

(a) Verdaderas. (b) Falsas.

Figura 4: Términos más frecuentes, colección 2021. La frecuencia de las pala-
bras está relacionada con el tamaño de la fuente.

Finalmente, se realizó un estudio de la frecuencia de ele-
mentos gramaticales utilizados en el contenido de la noticia,
los cuales pueden señalar el estilo de redacción, por ejemplo,
el número de sustantivos, verbos y adjetivos. Para identificar
la función gramatical de las palabras se empleó un etiquetador
POS (Part of Speech Tagging)6. Los resultados se muestran en
las Figuras 5 y 6. Las estadı́sticas refieren una frecuencia de uso
similar en ambas clases de noticias. Por ejemplo, en el corpus
2020, el número de adjetivos utilizados en la clase verdadera
representa el 27.7 %, mientras que en la falsa el 24.1 %. Por
otro lado, en el corpus 2021, el número de sustantivos en la cla-
se verdadera representa el 40.81 % y en la falsa el 38.48 %. Si
bien, no existen diferencias significativas en la frecuencia, es
posible encontrar patrones de uso a través de los clasificadores.
De ahı́ que en los experimentos se exploró este tipo de atributos.

4. Experimentación

En esta sección se describen los experimentos realizados,
tomando como base de conocimiento las colecciones descritas
en la Sección 3. Los modelos fueron entrenados y evaluados
con las particiones definidas en los conjuntos de datos como
entrenamiento y prueba, respectivamente.

4.1. Configuración Experimental

En esta sección se detalla la configuración tomada como ba-
se para realizar la experimentación y el análisis de resultados.

(a) Número de adjetivos. (b) Número de sustantivos.

(c) Número de verbos.

Figura 5: Análisis de elementos POS en la colección 2020.

(a) Número de adjetivos. (b) Número de sustantivos.

(c) Número de verbos.

Figura 6: Análisis de elementos POS en la colección 2021.

4.1.1. Preprocesamiento
Consiste en la preparación del texto de la noticia para la eta-

pa de clasificación. En este trabajo se estudia la combinación de
diferentes técnicas tradicionales de preprocesamiento como la
conversión del texto a minúsculas, la eliminación de palabras
vacı́as y signos de puntuación. La configuración de preprocesa-
miento utilizada es señalada en cada experimento.

4.1.2. Algoritmos de clasificación
En los experimentos se evaluaron los siguientes clasifica-

dores: SVM, LR y RF. También se aplicaron algunas técnicas
de aprendizaje profundo: CNN, GRU y GRU con una capa de
atención. El desempeño se reporta mediante las siguientes me-
didas:

Exactitud (ACC), la cual representa la fracción de todas
las instancias que se clasificaron correctamente.

6https://www.nltk.org
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F1, la cual combina las medidas de precisión y sensibili-
dad (recall) en un único valor.

4.1.3. Modelos de referencia
Para la construcción de los modelos de referencia (i.e. ba-

seline) se consideró la configuración descrita en los trabajos de
Posadas et al. (2019) y Gómez et al. (2021). Se basan en la
tradicional bolsa de palabras con preprocesamiento que incluye
conversión a minúsculas y eliminación de signos de puntuación.
La Tabla 5 reporta el desempeño de tales modelos.

Tabla 5: Desempeño de los modelos de referencia.
Colección SVM LR RF

2020 ACC 0.7627 0.7763 0.7797
F1 0.7626 0.7763 0.7795

2021 ACC 0.7273 0.7168 0.7080
F1 0.7271 0.7164 0.7051

4.2. Análisis del impacto del preprocesamiento
El objetivo de este experimento es analizar el impacto gene-

rado en el desempeño de los modelos cuando se aplican diferen-
tes niveles de preprocesamiento. Especı́ficamente, se explora:
conversión a minúsculas (minus), uso de signos de puntuación
(!,¿.”) y palabras vacı́as (pvac). A partir de los resultados pre-
sentados en la Tabla 6, se observa que el desempeño mejora
cuando se mantienen las palabras vacı́as, independientemente
del uso de los otros dos tipos de procesamiento. Estos resul-
tados sugieren que el estilo de redacción, el cual también está
definido por el uso de palabras vacı́as, es un elemento impor-
tante para discriminar noticias falsas de verdaderas.

Tabla 6: Resultados con diferentes tipos de preprocesamientos. Se reporta el
desempeño obtenido por el clasificador SVM.

Preprocesamiento
minus !,¿.” pvac ACC F1

Baseline X X 0.7627 0.7626

2020

X X 0.7627 0.7626
X 0.7153 0.7152

X 0.7627 0.7626
0.7288 0.7281

X X X 0.7627 0.7627
X X 0.7322 0.7318
X 0.7288 0.7281

Baseline X X 0.7273 0.7271

2021

X X 0.7255 0.7254
X 0.6853 0.6825

X 0.7273 0.7271
0.7220 0.7219

X X X 0.7255 0.7254
X X 0.6906 0.6875
X 0.7220 0.7219

4.3. Selección de las caracterı́sticas más discriminativas
Comúnmente, en conjuntos de datos similares a los que se

usan en esta investigación, las representaciones basadas en fre-
cuencia consisten de vectores con alta dimensionalidad. Sin em-
bargo, un gran número de atributos no supone una mayor proba-
bilidad de éxito (Spasova, 2017). La selección de caracterı́sticas

es una técnica utilizada para reducir la dimensionalidad en los
datos. Este proceso se puede realizar a través de varias técni-
cas filter, wrapper o métodos hı́bridos (Maseda, 2019). Parti-
cularmente, el objetivo de este experimento es observar si el
desempeño de los métodos de clasificación mejora reduciendo
el conjunto de atributos. Para ello, se aplicó la técnica filter chi-
cuadrada. Esta técnica ha sido aplicada con éxito en problemas
de NLP (Meesad et al., 2011). Este experimento se realizó con
la representación BoW expuesta en la Sección 4.1.3.

En las Figuras 7 y 8, se muestra el desempeño obtenido por
los clasificadores según la variación del número de caracterı́sti-
cas relevantes seleccionadas. A partir de los resultados, es po-
sible observar que cada uno de los algoritmos de clasificación
presentan un comportamiento diferente para cada subconjunto
de caracterı́sticas.

Figura 7: Resultados usando selección de caracterı́sticas, colección 2020.

Figura 8: Resultados usando selección de caracterı́sticas, colección 2021.

4.4. Representaciones tradicionales

En esta sección se evalúa el desempeño de representacio-
nes tradicionales (RepTrad) para tareas de clasificación de texto
(Sebastiani, 2002). Particularmente, se evalúa TF-IDF, bolsa de
atributos POS y la representación formada por la concatenación
de BoW con atributos POS. Estas representaciones son detalla-
das enseguida. TF-IDF permite expresar la importancia de un
término en una noticia que forma parte de la colección. Por otro
lado, para estudiar el impacto de los atributos estilı́sticos en la
tarea sobre la detección las noticias falsas, se utilizó una bolsa
de atributos POS. La finalidad es identificar patrones estilı́sticos
capturados por el uso de clases de palabras, como verbos, adje-
tivos, sustantivos. Finalmente, en el interés de combinar atribu-
tos estilı́sticos y temáticos, la tercera representación consiste en
la concatenación de las representaciones BoW y POS.
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En la Tabla 7 se presentan los resultados de los algoritmos
de clasificación con las diferentes representaciones propuestas
y con las mejores 10000 caracterı́sticas, seleccionadas con chi-
cuadrada. Se incluye el baseline presentado en la Sección 4.1.3.

Tabla 7: Resultados con representaciones tradicionales.
RepTrad SVM LR RF

2020

Baseline ACC 0.7627 0.7763 0.7797
F1 0.7626 0.7763 0.7795

BoW ACC 0.7797 0.7898 0.7729
F1 0.7796 0.7898 0.7726

TFIDF ACC 0.7559 0.7492 0.7898
F1 0.7547 0.7485 0.7847

POS ACC 0.7017 0.7119 0.7254
F1 0.7015 0.7119 0.7253

BoW-
POS

ACC 0.7593 0.7695 0.7729
F1 0.7593 0.7694 0.7725

2021

Baseline ACC 0.7273 0.7168 0.7080
F1 0.7271 0.7164 0.7051

BoW ACC 0.6976 0.7045 0.6976
F1 0.6964 0.7024 0.6947

TFIDF ACC 0.6573 0.6399 0.7290
F1 0.6374 0.6260 0.7283

POS ACC 0.6906 0.6766 0.6713
F1 0.6894 0.6746 0.6660

BoW-
POS

ACC 0.6958 0.6713 0.7115
F1 0.6951 0.6674 0.7078

En general, se observa que los resultados de clasificación
dependen de la configuración del modelo implementado, como
la representación textual y la técnica de aprendizaje automáti-
co. Además, estos modelos solo consideran la ocurrencia de las
palabras, sin aprovechar información de su contexto. Las arqui-
tecturas expuestas en la siguiente sección consideran la relación
o asociación entre términos.

4.5. Técnicas de aprendizaje profundo

El objetivo de esta sección es evaluar algunas arquitectu-
ras profundas para la detección de noticias falsas. Los modelos
neuronales estudiados son capaces de seleccionar caracterı́sti-
cas para crear representaciones vectoriales. Como entrada re-
ciben incrustaciones de palabras comúnmente conocidas co-
mo embeddings. Particularmente, se usaron embeddings pre-
entrenados en español: Word2Vec7 y FastText8. De forma es-
pecı́fica, se estudian las siguientes técnicas de aprendizaje pro-
fundo:

CNN multicanal: Se compone de 5 canales, los cuales
representan el tamaño de filtro usado en cada capa Con-
volucional (tamaño 1 a 5). Cada capa contiene 750 filtros
con una capa posterior Global MaxPooling. Se usó la fun-
ción de activación relu y Dropout=0.2. Los canales son
concatenados a través de una capa densa con 10 neuro-
nas, la cual es conectada a la capa de salida.

Modelo GRU: Se conforma por una capa GRU bidirec-
cional con 512 unidades recurrentes y Dropout = 0.2. Co-
mo capas de clasificación se utilizaron una capa densa
con 32 neuronas conectada a la capa de salida.

Modelo GRU con capa de atención (GRUatt): Con-
tiene la siguiente secuencia: GRU bidireccional con 768
unidades recurrentes, una capa de atención con 768 uni-
dades, Dropout= 0.2 y una capa densa con 32 neuronas,
la cual es conectada a la capa de salida.

Dado que es un problema de clasificación binario, la capa
de salida de los tres modelos se diseñó con una neurona y fun-
ción de activación sigmoide. Se utilizó el optimizador Adam.
Las arquitecturas fueron entrenadas usando Early Stopping con
paciencia (patience) de 10. El número de neuronas en las capas
se estableció de acuerdo con la optimización de hiperparáme-
tros realizada a través de una búsqueda aleatoria (i.e., Random
Search).

En la Tabla 8 se presentan los resultados obtenidos con
los tres modelos propuestos. De forma general, se observa que
el desempeño está relacionado con el tipo de embeddings y
la arquitectura diseñada. Por ejemplo, las arquitecturas CNN
y GRUatt presentan un mejor desempeño con embeddings de
Word2Vec en ambas colecciones. También se observa que el
modelo profundo GRUatt con embeddings de Word2Vec obtie-
ne el mejor resultado en ambas colecciones, lo que indica que
la capa de atención agregada a la GRU enriquece el desempeño.

Tabla 8: Resultados con técnicas de aprendizaje profundo.
Corpus Embeddings CNN GRU GRUatt

2020 Word2Vec
ACC 0.7559 0.7220 0.8000
F1 0.7551 0.7185 0.7987

FastText
ACC 0.7390 0.7627 0.7051
F1 0.7384 0.7627 0.6984

2021 Word2Vec
ACC 0.6731 0.6853 0.7045
F1 0.6709 0.6838 0.7009

FastText
ACC 0.6119 0.6573 0.6031
F1 0.6105 0.6567 0.5545

5. Conclusiones y trabajo futuro

En este trabajo se estudian diversas representaciones textua-
les para la detección automática de noticias falsas en español.
Los modelos presentados en este trabajo sólo consideran el con-
tenido de la noticia sin usar metadatos. Los resultados muestran
que el desempeño de los modelos, depende en gran medida de
las caracterı́sticas usadas en la representación del texto, ası́ co-
mo de los algoritmos de aprendizaje automático aplicados. En
los experimentos con la colección 2021 se observa un desem-
peño menor al que se obtiene con el corpus 2020, lo que sugiere
que los modelos evaluados tienen una dificultad para detectar
las variaciones temáticas y lingüı́sticas que se presentan en este
conjunto de noticias. Por otro lado, se observa que los modelos
tradicionales y profundos obtuvieron resultados comparables;

7https://www.kaggle.com/datasets/rtatman/pretrained-word-vectors-for-spanish
8https://fasttext.cc/docs/en/crawl-vectors.html
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sin embargo, en la colección 2020 el mejor desempeño se ob-
tuvo con un modelo profundo que consiste de una GRU con
capa de atención. En este contexto, también se observa que los
resultados dependen en gran medida de la configuración de la
arquitectura.

Cabe señalar que los modelos estudiados, no superan el
desempeño mostrado en el estado del arte. Lo anterior, propi-
cia el interés de profundizar en el estudio representaciones que
consideren otras caracterı́sticas léxicas y de estilo. También, es
importante estudiar la relación existente entre los metadatos de
la noticia.
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