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Resumen

El desarrollo de vehiculos auténomos presenta una serie desafios que, durante los ultimos afios, tanto la Academia como la
Industria se han centrado en resolver. Entre las probleméticas de mayor interés se tienen las siguientes: La planificacion de caminos,
la generacion de trayectorias, control del comportamiento y el seguimiento del camino. De ellas, la que presenta un mayor reto es el
control del comportamiewnto, pues estd encargado de realizar las maniobras que le permitan seguir con la ruta planeada a pesar de
las contingencias de trafico, por ejemplo: el rebase de otros vehiculos, las maniobras de estacionamiento, la deteccion de las sefales
de transito, etc. En este trabajo nos interesamos al uso de técnicas metaheuristicas que contribuyan al control del comportamiento
de un vehiculo auténomo en las tareas de rebase de vehiculos en carretera con base en la informacién del Lidar (radar laser). Entre
los trabajos mds destacados en los que podemos apoyarnos estin los desarrollados por la empresa Nvidia, como el de Bojarski et al
(Bojarski et al., 2016) en el cual se disefié una red neuronal convolucional llamada PilotNet capaz de tomar las imdgenes capturadas
por la camara y generar el control lateral del vehiculo para mantenerlo conduciendo en el centro de su carril. En este trabajo se
modificé la arquitectura original de la red PilotNet para que también pudiera procesar la informacién de un sensor LIDAR 2D
montado en el auto y se entrend para que, ademds de mantenerse conduciendo en su carril, también realizara la maniobra de rebase
de otros vehiculos tanto estdticos como en movimiento. El conjunto de datos de entrenamiento fue generado en el simulador de
Gazebo con ejemplos de la maniobra de rebase realizada tanto por una persona como por un controlador PD con realimentacién
visual. Se comparé el desempefio del controlador PD con el de la red neuronal y se encontré que la red tiene un comportamiento
mads similar al que tendria una persona y es mas rapida en realizar la maniobra. Ademads, no requiere de un sistema de toma de
decisiones como el del controlador PD al cambiar de un carril a otro.
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Abstract

The development of autonomous vehicles has a lot of challenges that in recent years, both the Academy and the Industry have
been trying to solve. Some of them are: The following of the road, passing of vehicles, the parking maneuvers, traffic signs detection,
the creation of decision-making systems, etc. One of the most outstanding works is (Bojarski et al., 2016) in which a convolutional
neural network called ”PilotNet” is designed. It can take images captured by a camera and generate the lateral control of a vehicle
to keep it driving in the center of its lane. In this work, PilotNet’s network architecture was modified to process the data of a 2D
LIDAR sensor mounted on the car and it was trained to carry out the passing maneuver from other vehicles both stationary and in
motion, also the lane-keeping. The training data set was generated in the Gazebo simulator, with examples of the passing maneuver
performed by both a person and a visual feedback PD controller. PD controller’s performance was compared versus neural network
and it was found that the network has a behavior more similar to that of a person and is faster in performing the maneuver. In
addition, it does not require a decision-making system like the PD controller when changing from one lane to another.
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1. Introduccion

El problema de la conduccién auténoma es tan complejo
que se suele separar en varios mds sencillos como: Las manio-
bras de estacionamiento, el reconocimiento de sefales de transi-
to, el desarrollo de sistemas de toma de desiciones, el rebase de
otros vehiculos, la conduccién dentro de un carril, etc. Respec-
to a la conduccién en carretera manteniendo el carril existen
numerosos trabajos con diversas metodologias. Por ejemplo, la
universidad de Stanford desarroll6 el conocido método Stanley
Thrun et al. (2006) el cual es un método geométrico con el que
se mide la pose del vehiculo con respecto a la carretera y se
usa esa informacion para controlar la direccién del auto. Cabe
resaltar que este es el controlador de direccidn que usaron en el
DARPA Grand Challenge del 2005 para ganar la competicion.

Otra metodologia muy recurrente para hacer el control la-
teral en vehiculos auténomos son los controladores basados en
el modelo dindmico de la bicicleta mencionado en Rajamani
(2011). Con este se han propuesto controladores PID como en
Ackermann et al. (1995) para conducir un autobis 0305 a una
velocidad maxima de 20 m/s; 6 controladores predictivos como
en Carvalho et al. (2013) donde se presentan resultados expe-
rimentales favorables al conducir un automévil Jaguar Type-S
a 80 Km/h; el cual puede evitar obsticulos estaticos y rebasar
obstaculos en movimiento a 36 Km/h; en un camino con nieve.

En paralelo, se han desarrollado técnicas metaheuristicas
las cuales no requieren de un modelo matemadtico para definir
una ley de control; en su lugar se captura la experiencia de
alguin piloto experto y se usa dicha experiencia para entrenar
algin modelo conexionista. A este tipo de arquitecturas se les
conoce como “End-to-end learning” y se usan para mapear las
sefiales que vienen de los sensores a las sefiales de control, que
en este caso son la velocidad y el angulo de direccién.

De las metodologias de este tipo una de las mas destcables
es la propuesta por Bojarski et al. (2016, 2017). En su trabajo
utilizan una red neuronal convolucional (RNC) para procesar
las imédgenes capturadas por una cdmara a bordo y asi obte-
ner el angulo de direccién del vehiculo. La red ya entrenada
se implement6 en el vehiculo Dave 2 y pudieron conducir en
carretera, en caminos himedos o con nive e incluso en sende-
ros sin sefalizacidn. Sin embargo, este método solo se limita a
mantener el vehiculo conduciéndose en su carril y no explora
la realizacién de otras maniobras de conduccion.

Desde entonces se han publicado numerosos trabajos en
los que se emplean RNC para el “End-to-end Learning”. Por
ejemplo en el trabajo de Wu et al. (2019), se combina una RNC
recurrente con un médulo de integracién espaciotemporal mul-
tiescala, para procesar hasta 10 imdgenes sucesivas del camino
y asi obtener el dngulo de direccion tanto el actual; como el de
4 iteraciones futuras. Esta red fue implementada en un vehiculo
auténomo real y probada en un ambiente urbano. Aunque en
sus resultados se reporta un excelente desempefio (un RMSE
de 0.0544 rad comparandolo con el desempefio de un ser hu-
mano); La red solo hacia el control lateral del vehiculo para
mantenerlo en su carril a una velocidad relativamente baja (a

una velocidad promedio de 5 km/h) y tampoco puede relizar
alguna otra maniobra.

En contraste, en los trabajos de Codevilla et al. (2018) y
Hubschneider et al. (2017) se presentan arquitecturas similares
a la PilotNet de NVIDIA para llevar a cabo otras maniobras de
conduccién como la evasién de obstdculos o navegar en inter-
secciones. En Codevilla et al. (2018) la red propuesta se imple-
ment6 en un vehiculo a escala 1 : 5y se probd en un camino
con numerosas intersecciones. Ademds de las imagenes de la
cdmara, su red tenfa como entrada una sucesion de vectores los
cuales le indicaban a la red hacia qué direccion debia girar en
cada interseccion; de ese modo el vehiculo pudo moverse de
una posicioén inicial hacia una meta. Por otro lado en el trabajo
de Hubschneider et al. (2017) la red fue implementada en un
vehiculo real con tres cdmaras en el frente; de modo que cada
imagen pasaba por una sucesion de capas de convolucién hasta
que se concatenaban en la capa de aplanamiento. Ademas, en
una de las capas densas se agregaron dos entradas adicionales
correspondientes a las luces direccionales del auto. Con esto
se codificaba la intencién del conductor de cambiar de carril y
asi poder realizar la evasion de obstdculos y la navegacién en
estacionamientos. A pesar del buen desempefio de ambas redes
ninguna de las dos hace la tarea de toma de desiciones para
elegir entre mantenerse en el carril o evadir algin obstaculo.

En este trabajo proponemos una RNC para que el vehiculo
a escala AutoMiny lleve a cabo las maniobras de seguimiento
del carril, evasion de obstaculos y rebase de vehiculos en movi-
miento en un ambiente simulado. Esta red tiene como entradas
las imdgenes adquiridas por la camara a bordo asi como los
datos del lidar 2D. Como salida se obtienen la velocidad del
auto y el angulo de direccion.

Figura 1: Entorno virtual en el que se recopilaron los datos ma-
nuales de la maniobra de rebase.

2. El vehiculo AutoMiny

El vehiculo auténomo utilizado en este trabajo es el Auto-
Miny, desarrollado por la Universidad Libre de Berlin Berlin
(2020). Se trata de un vehiculo a escala 1:10 el cual cuenta con:
una camara RGBD Intel Real Sense D435, un sensor inercial de
9 grados de libertad BOSCH BNOOSS, un sensor lidar RPLI-
DAR A2MS de 2D y 360°, un motor sin escobillas de Faulha-
ber para darle traccién a las 4 ruedas, un servomotor Adafruit
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para controlar la direccién del coche y una computadora In-
tel NUCSISBEK con el sistema operativo Ubuntu 18.04 y el
software de ROS Melodic instalado. Es importante sefialar que
este proyecto se ha realizado bajo ROS lo cual permite utili-
zar el modelo disponible en ROS en alguno de los simuladores
que ofrece (rViz, Gazebo, etc.) o, indistintamente utlizar direc-
tamente el prototipo real. En este caso se utilizé el simulador
desarrollado por el equipo Eagle Knights del Laboratorio de
Robdtica del ITAM ITAM (2019). Es importante sefalar que
las diferencias entre los experimentos realizados con el prototi-
po y los realizados en simulacién suelen aparecer cuando se usa
visién artificial. En el caso actual en que se utiliza el Lidar no
hemos encontrado diferencias entre el simulador y el prototipo.
Finalmente, comentamos que, para poder realizar maniobras de
rebase se requiere de almenos un par de prototipos, pero como
solamente contamos con uno, hemos decidido por el momento
trabajar en simulacién.

3. Diseio de la red neuronal convolucional

Se implementd una red neuronal basada en la PilotNet de
Nvidia Bojarski et al. (2016, 2017), sin embargo, le incluimos
una modificacién importante en su arquitectura que permita in-
cluir la informacién de un sensor LIDAR a fin de que esté en
medidad de realizar maniobras de rebase.

3.1. Generacion de datos de entrenamiento

Cabe mencionar que en nuestros primeros intentos de de-
sarrollo de un controlador de comportamiento incluyeron un
controlador visual que, en combinacién con una maquina de
estados, se encarga de la maniobra de rebase. Ahora, con la
finalidad de entrenar la red, se recabaron datos sobre el com-
portamiento que se desea recrear con la RNC mitilizando dicho
contraldor. Ademds, se recabd una seguna base de datos utili-
zando para ello los generados por un conductor experto.

3.1.1.

Recoleccion de datos generados por un conductor ex-
perto

Para la generacién de datos de entrenamiento, primero se
teleoperd el automdévil en una pista con obstaculos estéticos,
mientras se recoletaba la informacién de las variables a contro-
lar (velocidad y direccién) y las entradas para la red neuronal
(LIDAR e imagenes). La figura 1 muestra dicha pista. Se le die-
ron aproximadamente 4 vueltas a la pista, y se pudieron generar
alrededor de 12,636 imdgenes, cada una con sus respectivos va-
lores de: direccidn, velocidad y un vector con la informacién
del sensor LIDAR.
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Figura 2: Histograma de las muestras de velocidad en los datos.
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Figura 3: Histograma de las muestras de velocidad en los datos
después de limpiar los datos.
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3.1.2. Recoleccion de datos generados por un controlador
con realimentacion visual

Asi mismo, la red neuronal se disefié no solo para que sea
capaz de rebasar objetos estaticos; también se entrend para que
pueda rebasar a otro auto en movimiento. Para recolectar estos
datos, se simul6 la maniobra de rebase variando las posiciones
iniciales de ambos autos y se usé un controlador con realimen-
tacién visual programado para hacer esta tarea de forma auténo-
ma. Asf se generaron 4,633 imdgenes mas; con sus recpectivos
valores de direccién, velocidad y vector de distancias medidas
por el LIDAR.

3.1.3. Hardware y software utilizado

Debido a que el entrenamiento de redes neuronales suele ser
computacionalmente costoso y a falta del hardware requerido,
se utilizo el servicio de Google Colaboratory, el cual se puede
usar de forma gratuita con ciertas restricciones y se puede usar
una GPU de hasta 12GB de VRAM a través de Jupyter Note-
books y Python. Por esta razén se subi6 el dataset a Google
Drive, desde donde se cargd para el entrenamiento.

3.2. Limpieza de los datos

Inicialmente, los datos de la velocidad del auto dibujaban
el histograma de la figura 2. Estos se muestran en unidades
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relativas y, por como funciona el simulador, toma valores ne-
gativos para que el vehiculo avance y positivos, para que se
mueva en reversa. Se observa que hay una pequefia concentra-
cion de datos en -300, esto es porque el controlador visual mide
la velocidad del coche que va a rebasar antes de rebasarlo, este
es un comportamiento que no tienen los pilotos humanos y el
cual la red no pudo copiar; por esta razén se removieron esos
datos, dejando unicamente los datos mds representativos de la
maniobra de rebase, que en este caso coinciden con aquellos
datos donde la velocidad es mds alta.

También, se mezclaron los datos de manera aleatoria pa-
ra impedir que dicha informacién sea procesada de manera se-
cuencial, evitandor asi que la red pueda memorizar el conjunto
de entrenamiento. El histograma de los datos de velocidad re-
sulté como el que se muestra en la figura 3.

3.3.  Arquitectura de la red

La arquitectura propuesta se basa en la de PilotNet, sin em-
bargo, se incluyé una serie de capas convolucionales que per-
mitan procesar las sefiales del LIDAR como si se tratase de una
imagen. Para construir estas dltimas cada vector de 360 ele-
mentos generado por el LIDAR se normalizé y se construy6 un
tensor de 20 x 360 X 3 repitiendo el mismo renglén 20 veces
y la misma capa de profundidad 3 veces. Estas pseudoimage-
nes se procesaron por separado en una segunda entrada de la
red y posteriormente se unieron a los otros datos en la etapa
de aplanamiento. Todas las capas de la red utilizan la funcién
de activacion “elu” y se afiadié una funcion de relleno. El resto
de la arquitectura se detalla en la tabla 1 y la figura 4 muestra
cémo se concatenan las dos entradas. En rojo se encierran las
secciones que se agregaron a la red PilotNet.

3.4. Entrenamiento de la red

La red fue entrenada por aproximadamente 3 épocas con
un tamafio de lote de 1024, posteriormente, se “congelaron” las
capas densas de la red, esto para entrenar Unicamente las ca-
pas convolucionales durante otras 3 épocas, después se realizd
el proceso inverso, se “congelaron” las capas convolucionales
y se entrenaron uUnicamente las capas densas, esto permiti6 re-
ducir el error drasticamente y se hicieron algunas pruebas en la
pista. Posteriormente, para mejorar el desempefio de la red se
volvid a entrenar esta vez con un tamafio de lote de 8 durante
4 épocas. En esta etapa el error se redujo atin mds, se detuvo el
entrenamiento de la red y se procedié a hacer pruebas. La grafi-
ca de la figura 5 muestra el desempefio de la red a lo largo del
entrenamiento.

4. Resultados

Después del entrenamiento se realizaron pruebas en el si-
mulador para evadir automéviles estacionados y rebasar coches
en movimiento. Respecto a la esta dltima, el vehiculo por re-
basar se movia a 0.48 m/s; mientras el autoMiny se mantuvo
moviéndose a 0.96 m/s. En ambas pruebas se utiliz6 la misma
RNC y en ambos casos el vehiculo llevé a cabo las maniobras
sin problemas. Las figuras 6 y 7 muestran dos aspectos del am-
biente simulado. A continuacién, se compara el desempefio de

la RNC, el conductor experto y el controlador con realimenta-
cién visual.

De la figura 8 se observa que tanto la RNC como el piloto
son capaces de realizar la maniobra en casi la mitad del tiem-
po que el controlador visual. También se puede resaltar que, al
inicio de la maniobra la red tiene un comportamiento mucho
mas parecido al del piloto; pero después, en la reincorporacién
al carril original, el comportamiento de la red es mds parecido
al controlador visual pues tiene un sobreimpulso muy parecido
al final.
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Figura 4: Arquitectura de la red neuronal usada.
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Tabla 1: Arquitectura de la red

Imagen Lidar
Tipo de Capa | Tamafio En- | Tamaio Sali- | Parametros Tipo de Capa | Tamafio En- | Tamaio Sali- | Parametros
trada da [Filtros, trada da
Tamafio
de  kernel,
Stride]
Input Layer [66,200,3] [66,200,3] NA Input Layer [20,360,3] [20,360,3] NA
Conv2D [66,200,3] [17,50,24] 24, (5, 5), | Conv2D [20,360,3] [10,180,16] 16, (5, 5),
(4.4) (2,2)
Conv2D [17,50,24] [6,17,36] 36, (5, 5), | Conv2D [10,180,16] [5,90,32] 32, (3, 3),
3.3 (2,2)
Conv2D [6,17,36] [3,9,48] 48, (5, 5), | Conv2D [5,90,32] [3,45,64] 64, (3, 3),
(2,2) (2,2)
Conv2D [3,9,48] [3,9,64] 64, (5, 95),
(1,1
Conv2D [3.9,64] [3,9,64] 64, (3, 3),
(1,1)
Tipo de Capa Tamafio de Entrada Tamafio de Salida Pardmetros
Concatenate [(3,9,64),(3,45,64)] [3,54,64] axis =2
Flatten [3,54,64] [10368] NA
Dense [10368] [100] NA
Dense [100] [50] NA
Dense [50] [25] NA
Dense [25] [10] NA
Dense [10] 2] NA
00925 —
00900 | mean_absolute_error
0.0875
b 0850 4
O
— 0.0825 4
LIJ 0.0800
00775
00750
s 05 10 15 20 25 30 35 40 Figura 7: Red neuronal realizando la maniobra de rebase.
Epocas

Figura 5: Entrenamiento de la red en la dltimas 4 épocas.

Figura 6: Red neuronal rebasando objetos estaticos.

5. Conclusiones

Se observa que la naturaleza continua de las redes neuro-
nales convolucionales le permite al auto conducir de manera
similar a como lo haria un piloto humano tinicamente basando-
se en la informacién de la cimara y el LIDAR. La red disefiada
utilizé la red PiloNet de NVIDIA con una ingeniosa modifi-
cacién que permite considerar la informacién de 360 vectores
polares proporcionados por el Lidar; a nuestro conocimiento
no hay en la literatura ejmplos como este. Aunque se logro rea-
lizar con éxito la evasidn de autos estaticos y en movimiento;
alin no esta claro si la red serd capaz de realizar tareas mas
complejas. Es posible que, al incluir informacién temporal o
algun tipo de memoria, la red pudiera llevar a cabo dichas ta-
reas y extrapolar lo que ha aprendido a otros tipos de carreteras.
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— 1S

3 t=17.41

t=5.87

Figura 8: Comparacion entre las trayectorias dibujadas por el
vehiculo al rebasar otro coche en movimiento mientras es con-
trolado por: el controlador visual (en rojo), el piloto (en azul) y
la RNC entrenada (en verde).
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